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Wykorzystanie sieci neuronowych do analizy
danych i pozyskiwania wiedzy w systemie
ekspertowym do oceny parametrow benzyn
silnikowych

W pracy przedstawiono mozliwos¢ wykorzystania sieci neuronowych do analizy danych i tworzenia struktur mo-
gacych samodzielnie przetwarza¢ dane. Rozwazania oparto na przyktadzie systemow zdolnych do interpretowa-
nia zaleznosci pomigdzy sktadem chromatograficznym benzyny silnikowej a wielko$ciami opisujacymi jej niead-
dytywne parametry jakosciowe (LOM, LOB, DVPE, E70, E100). Przeprowadzone badania wskazuja, ze modele
opracowane na bazie sieci neuronowych takze w tym przypadku sprawdzaja si¢ jako dobre narzg¢dzie predykcyj-
ne i moga by¢ podstawa do tworzenia systemow ekspertowych. Te systemy natomiast moga w przysztosci stac si¢
waznym elementem w strukturach kognitywnych wspomagajacych zarzadzanie procesem produkcji paliw w wa-
runkach czasu rzeczywistego.

Stowa kluczowe: sieci neuronowe, sztuczna inteligencja, predykcja nieaddytywnych wtasciwosci benzyn, syste-
my ekspertowe.

The use of neural networks for data analysis and knowledge acquisition in an expert
system designed to evaluate parameters of motor gasoline

The paper presents the possibility of using neural networks to analyze data and create structures which can inde-
pendently process the data. Considerations based on the example of systems capable of interpreting the relationship
between the individual chromatographic composition of motor gasoline and non-additive values that describe its
quality parameters (RON, MON, DVPE, E70, E100). The study indicates that the models developed based on neural
networks are suited predictive tools in this case as well and can be the basis of expert systems. In turn, these expert
systems have the potential to become an important element in the cognitive structure of management support fuel
production process in real-time conditions.

Key words: neural networks, artificial intelligence, prediction of non-additive gasoline properties, expert systems.

Wprowadzenie

Wspotczesne zycie gospodarcze stawia przed inzynierami  innymi dzieki odpowiedniemu zastosowaniu technik sztucz-
1 osobami zarzadzajacymi przedsigbiorstwami coraz trudniej-  nej inteligencji. Tylko w ten sposéb mozna bowiem rozwig-
sze zadania. Wymagaja one dostepu do coraz wigkszych ilo-  za¢ problem narastajacej luki informacyjnej — réznicy po-
$ci aktualnych i dobrze dobranych informacji, ktére w wigk-  miedzy informacjg dostepna a informacja potrzebna w pro-
szoSci nie sg dostepne wprost, ale moga by¢ zdobyte miedzy  cesie decyzyjnym (rysunek 1).
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Rys. 1. Problem luki informacyjnej

Jednocze$nie systemy nadzorcze', dziatajace w wielu pro-
cesach przemystowych, moga gromadzi¢ dane, ktére pdz-
niej, odpowiednio przetworzone, staja si¢ zrodtem informa-
¢ji dla inzynierow wiedzy wspottworzacych zaawansowane
narzedzia informatyczne wspomagajace zarzadzanie, takie
jak systemy ekspertowe.

Cyfrowe gromadzenie i przetwarzanie danych zdecydo-
wanie utatwia prace, ale przestaje wystarcza¢ wowczas, gdy
informacje wej$ciowe, na podstawie ktorych nalezy pod-
jac¢ decyzje, majg wartos¢ bliskg krytycznej lub sa niepew-
ne, a zalezno$ci miedzy nimi sg nie do konca okreslone. Jest
to szczegdblnie ktopotliwe, gdy jednoczesnie pozostaje krotki
czas na podjecie decyzji, a decyzje te maja donioste skutki,
czesto o znaczeniu strategicznym dla catego przedsigbiorstwa.

Zewnetrzne zrodto danych

Komputerowa analiza i przetwarzanie danych

Dodatkowa trudnos$¢ zachodzi, gdy w trakcie opty-
malizacji pojawiajg si¢ nowe czynniki warunkuja-
ce proces sterowania, zwigzane z przerobem surow-

/f coéw o zmiennym skladzie, czy czynniki wynikajace

ze zmieniajacej si¢ okresowo proporcji sktadnikow,
zwigzanej z niedoborem ktdregos z nich, przy jed-
noczesnej niemozliwosci uzupetnienia brakéw. Na
tym etapie samo gromadzenie danych i ich analiza
nie wystarcza. Niedostateczne sg w tym przypadku
takze typowe narzedzia analityczne, pozwalajace na
$ledzenie zwigzkow miedzy danymi i obserwowanie
trendéw. Sygnalizowany tu problem narasta wow-
czas, gdy zalezno$ci pomigdzy sktadnikami produk-
tu gotowego sg nieliniowe i pojawiaja si¢ ,,bonusy” (warto-
$ci addytywne) o ujemnej lub dodatniej wartosci — trudne do
doktadnego przewidzenia. W tych warunkach rodzi si¢ pro-
blem niebezpieczenstwa wytworzenia produktu gotowego,
ktoéry moze nie spetniac specyfikacji jakosciowej, co naraza
przedsigbiorstwo na potencjalnie wysokie straty finansowe
1 wizerunkowe. Zastosowanie jako remedium prostego roz-
wigzania nadmiarowego moze powodowa¢ marnowanie $rod-
koéw 1 w efekceie uczyni¢ produkcje nieoptacalng, co w dal-
szej perspektywie moze grozi¢ utrata rynku zbytu. W oma-
wianych przypadkach przydatno$¢ standardowych rozwigzan
nowoczesnej informatyki gospodarczej (rysunek 2) w posta-
ci systeméw analitycznych OLAP czy systemOw wspoma-
gania decyzji DSS jest ograniczona.
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Rys. 2. Typowe zastosowania komputeré6w w systemach wspomagania decyzji

Ten problem wystepuje migdzy innymi wowczas, gdy na bie-
73co (on line) nalezy optymalizowa¢ dynamiczny proces tech-
nologiczny — na przyktad rozwazane w tej pracy procesy ra-
fineryjne i proces produkcji paliwa.

'"Mowa o systemach SCADA, DCS itp.

Dla sprostania rodzacym si¢ zadaniom potrzeba czego$
wiecej niz narzgdzia informatyczne do gromadzenia danych
iich statystycznej obrobki. Zachodzi konieczno$¢ wbudowa-
nia w systemy informatyczne ,,inteligencji”, ktora bez udziatu
czlowieka zareaguje na nowe, nieznane sytuacje (rysunek 3).

W tym artykule jest mowa o sposobie tworzenia takiej
inteligencji.
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Rys. 3. Sztuczna inteligencja i jej miejsce w systemie informacyjnym

Systemy ekspertowe

W aktualnie uzywanych, standardowych systemach in-
formatycznych gromadzi si¢ 1 przeksztatca na ogo6t nieupo-
rzadkowane 1 nieustrukturyzowane dane. Dzigki pracy kom-
puterow wyposazonych w odpowiednie programy przetwa-
rzania i analizy tych danych przerabia si¢ je na informacje
przydatne, czytelne i tatwo interpretowalne dla cztowieka.
Jednak w typowych przypadkach dopiero cztowiek doko-
nuje konwersji tych informacji w wiedzg, za$ zamiana wie-
dzy na madros¢ (konieczng do wyboru trafnej strategii) wy-
maga czgsto takiej intuicji 1 inteligencji, ktorg posiada nie-
wielu (rysunek 3).

Niezalezno$¢ kontekstowa

Aopasowanie schematow

Ustalenie relacji

Dane

Zrozumienie zasad

W awangardowych badaniach wspolczesnej informatyki
probuje si¢ pokonywac te ograniczenia i dostarcza¢ zainte-
resowanym narzedzia informatyczne adekwatne do ich za-
dan. Jednym z czgséciej uzywanych narzedzi sztucznej inte-
ligencji sg systemy ekspertowe [1], oparte na podanych wy-
zej zatozeniach. Sg one doskonalone od wielu lat i zaczyna-
ja wykazywac coraz wiecej cech, ktore odrézniajg je od kla-
sycznych systemOow wspomagajacych decyzje i przyblizaja
do czego$, co mozna juz nazwac sztuczng inteligencjg. Ukta-
dy takie wykazuja zdolno$¢ automatycznego wnioskowania,
uczenia si¢ i uogo6lniania wiedzy, a takze umiejetno$¢ kate-
goryzacji i rozpoznawania danego obiektu w do-
wolnym kontekscie. Podstawowy cel takich sys-
temow to samodzielne wypracowanie trafnej de-
cyzji dostosowanej do zaistnialej sytuacji, a na-
stepnie jej wdrozenie lub przekazanie cztowie-
kowi do zatwierdzenia.

Celem tworcow systemow ekspertowych jest
osiggnigcie przez program komputerowy takiej
bieglosci, aby mdgt on robi¢ to samo co ekspert
posiadajacy wiedze praktyczng i teoretyczng zdo-
bytg przez dlugoletnie i staranne badanie danej
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Rys. 4. Sekwencja przeksztatcen wiodacych od danych do madrosci

778 Nafta-Gaz, nr 10/2015

dziedziny nauki. Tworcy tych systemow — in-
zynierowie wiedzy — ,,napetniaja” powstajacy
system wiedzg pozyskang od ekspertow — ludzi.



Oczywiscie jest to wiedza odpowiednio przygotowana, prze-
tworzona i spreparowana, bo sposob reprezentacji wiedzy lu-
dzi w systemach komputerowych to catkiem powazny i nie
do konca jeszcze rozwigzany problem naukowy. Dodatko-
wo wiedza dla systemu ekspertowego moze by¢ pozyskiwa-
na z innych zrédel — ogdlnie dostgpnych lub unikatowych,
stanowigcych wiasno$¢ intelektualng wykorzystujacej sys-
tem ekspertowy osoby lub firmy. Efek-
tem tych dziatan jest stworzenie systemu,
ktory odcigzy lub zastgpi eksperta. Uzy-
cie takiego systemu bedzie celowe, gdy
ekspert bedzie nieosiggalny, zajety inny-
mi zadaniami lub gdy koszty jego zatrud-
nienia okazg si¢ zbyt wysokie. Wykorzy-
stanie systemu bedzie w szczegolnosci ce-
lowe, gdy uzytkownik znajdzie si¢ w po-
siadaniu zbyt rozlegtych Iub niezrozumia-
tych dla niego informacji, w ktérych pra-
widtowej interpretacji system ekspertowy
moze mu znaczaco pomaoc.

Na podstawie badan aplikacyjnych
stwierdzono, ze uzytkownicy oceniajacy
przydatno$¢ systemow ekspertowych zwra-
cali uwage na nastepujace cechy systemu:

Podsystem
objasniajacy

» szybkie i bezbtedne rozwiazywanie

postawionych probleméw (popraw-

no$¢ systemu),

* umiejetnos¢ szybkiego rozwigzywa-
nia podobnych zadan,

*  mozliwos¢ doboru stopnia komplika-
cji systemu, zwigzana z dziedzing wie-
dzy 1 mozliwoséciami psychofizycz-
nymi osoby uzytkujacej ten system,

* umigjetnos$¢ objasniania przez system
powodow przyjecia takiego lub inne-
go rozwigzania problemu,

» brak konieczno$ci zastanawiania si¢ przez uzytkownika
nad celowoscia przyjetych zatozen czy sposobem docho-
dzenia do odpowiedzi systemu na postawione pytanie czy
problem, ale w razie potrzeby mozliwo$¢ szczegotowego
poznania wszystkich uwarunkowan,

» stopniowe (a nie skokowe) pogarszanie si¢ jakosci pra-
cy systemu, gdy postawiony problem wymyka si¢ regu-
tom zawartym w systemie (uniwersalno$¢ wewnatrz za-
warto$ci wiedzy w systemie).

Warto jeszcze raz podkreslié, ze typowy uzytkownik
systemu ekspertowego moze nie zajmowac si¢ szczegotami
procesu poszukiwania odpowiedzi, bo to zadanie powierzo-
ne jest automatycznemu systemowi wnioskujagcemu wbu-
dowanemu w system ekspertowy, jak to przedstawiono na
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Rys. 5. Ogolna struktura systemu ekspertowego

artykuty

rysunku 5. Rysunek ten podkresla rowniez fakt, ze system
ekspertowy wyposazony jest w interfejs naturalny, pozwala-
jacy zawsze spieszacym si¢ uzytkownikom na formutowanie
zapytan w sposob dla nich maksymalnie wygodny — to zna-
czy w jezyku naturalnym — oraz dajacy mozliwosci wyraza-
nia odpowiedzi takze w tym jezyku, co znaczgco utatwia ich

interpretacj¢ i wykorzystanie.
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Opis problemu

Ogodlnie mozna stwierdzi¢, ze systemy ekspertowe po-
winny by¢ uzyteczne (tatwe w komunikacji i skuteczne
w tym, do czego sa przeznaczone), powinny wykazywaé
si¢ konsekwencja w dziataniu oraz poprawnie wyprowa-
dza¢ uzasadnione logicznie wnioski — nawet w warunkach
niepewnosci. Jest to szczegdlnie wazne w przypadku sys-
temow ekspertowych czasu rzeczywistego?; jako$¢ i szyb-
kos$¢ reakeji takiego systemu powinna by¢ lepsza od reak-
cji cztowieka. Decydent wspomagany przez system eks-
pertowy moze w efekcie podejmowac decyzje szybciej
1 przy mniejszym poziomie ryzyka. To uzasadnia celowos¢

*Np. systemy naprowadzania, nadzorowania pracy elektrowni jg-
drowych, monitorowanie procesow produkcyjnych, niektore opera-
cje gietdowe itp.
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wykorzystania takiego systemu w wielu zastosowaniach,
oczywis$cie przy zalozeniu, ze jest on poprawnie zbudo-
wany i doktadnie przetestowany, trzeba bowiem zdawaé

sobie sprawe z tego, ze w systemie ekspertowym czasu rze-
czywistego obstugujacy go personel moze nie mie¢ mozli-
wosci naprawy ewentualnego btedu.

Potencjalne korzysci ze stosowania systemow ekspertowych
oraz trudnosci w pozyskiwaniu dla nich wiedzy

System ekspertowy dziata na podstawie wiedzy zawar-
tej w jego bazie. Twoérca systemu musi zapewni¢ takg jej
reprezentacj¢, zeby baza ta zawierata nie tylko konkretne
fakty i informacje, ale takze reguly i zasady, zgodnie z kt6-
rymi mozliwe jest prowadzenie automatycznego wniosko-
wania. Kompletna baza wiedzy i mozliwo$¢ jej rozszerza-
nia o nowe fakty i reguly wnioskowania stanowig podsta-
we wlasciwego dziatania systemu. Akwizycja wiedzy jest
$ci$le zwigzana z procesem jej reprezentacji, szczegdlnie
w przypadku wiedzy niepewnej, nieckompletnej czy nie-
formalnej (zdroworozsadkowej). Zazwyczaj, przy wybra-
niu nieodpowiedniej formy reprezentacji wiedzy, ta wie-
dza, ktora zostala pozyskana i skutecznie wprowadzona
do bazy wiedzy, jest tylko podzbiorem wiedzy eksperta.
Jej tresc 1 forma to wypadkowa procesu artykulacji wia-
domosci przez eksperta, zrozumienia ich przez inzyniera
wiedzy 1 jego zdolno$ci implementacji tej wiedzy w bazie
wiedzy (patrz gorna cze$¢ rysunku 4). Oczywiscie dla sys-
temow ekspertowych najbardziej cenna jest wiedza kom-
pletna i pewna. Stad najlepszym rozwigzaniem bytoby,
aby ekspert posiadl umieje¢tnosci inzyniera wiedzy i sam
przekazywal swoja wiedze do bazy wiedzy. Jednak nawet
w przypadku osiggnigcia tego celu nadal nie ma pewno-
$ci, ze wiedze wprowadzono do systemu i odwzorowano
w nim catkowicie poprawnie [1].

Obok obiektywnych, wymienionych wyzej, przeszkod
utrudniajgcych uzyskanie dobrej jakosci wiedzy do wyko-
rzystania w systemie ekspertowym wystepuja takze prze-
szkody subiektywne.

W rzeczywistych warunkach wiedza, jaka posiadaja eks-
perci, jako unikatowa i niedostepna dla ogotu, czesto jest
zrédtem ich utrzymania lub zrédtem dodatkowych przycho-
dow. Wiedza ta przekazana systemowi ekspertowemu sta-
je si¢ wiedzg powszechng i jak kazdy towar tatwo dostep-
ny — traci na warto$ci. Mozna powiedzie¢, ze jej wartos¢
pieni¢zna dewaluuje si¢. System wydaje wiele ekspertyz za
mniejsze pienigdze, a ekspert staje si¢ ,,niepotrzebny” — do
pierwszego powaznego bledu systemu lub do chwili napo-
tkania problemu nierozwigzywalnego przez system. Gene-
ralnie zasilenie wiedzg systemu ekspertowego zdecydowa-
nie zmniejsza szans¢ zarobku eksperta — co niekoniecznie
dobrze nastawia go do calego przedsigwziecia. Problem
ten jest istotny zwlaszcza w przypadku mniej kreatywnych
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ekspertow, ktorzy boja sie zbyt ,,madrych” systeméw, mo-
gacych odebrac im prace (przy jednoczes$nie matej liczbie
zapalencow dzielgcych si¢ swojg wiedzg za darmo). Dla-
tego istnieje niebezpieczenstwo, ze na poziomie pozyski-
wania wiedzy moga pojawi¢ si¢ dodatkowe przektamania
w interpretacji danych, zwtaszcza tych, ktére przed wpro-
wadzeniem do bazy danych wymagaja interpretacji czto-
wieka. Moze pojawi¢ si¢ ,,szum”, ktory skutecznie unie-
mozliwi bezbtedne dziatanie systemu i juz na etapie wdra-
zania moze skutecznie zniechgci¢ potencjalnych uzytkow-
nikéw do jego stosowania.

W takich przypadkach moze nie sprawdzi¢ si¢ ,,manual-
ny” sposob nabywania wiedzy przez system, gdy inzynier
wiedzy wprowadza do systemu (komputera) dane pocho-
dzace od cztowieka eksperta (relacja: ekspert—inzynier wie-
dzy—baza wiedzy). Z kolei relacja cztowiek (ekspert) — kom-
puter, gdy ekspert sam wprowadza wiedz¢ do szkieletowe-
go systemu komputerowego wyposazonego w modut pozy-
skiwania wiedzy (polautomatyczne nabywanie wiedzy przez
system), sprawdzi si¢ jedynie wowczas, kiedy ekspert bedzie
chciat uzywac zdeponowanej w systemie wiedzy takze dla
wiasnych celéw. To ostatnie stanie si¢ mozliwe, gdy ekspert
bedzie wystarczajaco znat mozliwosci systemu, a w perspek-
tywie dostrzeze ewidentne wlasne korzysci z zastosowania
zaproponowanego mu rozwigzania.

Majac powyzsze na uwadze, nalezy przypuszczac, ze
,recznie” wypelniane wiedzg systemy ekspertowe moga
niekiedy nie zdawaé egzaminu. Znacznie wigksze mozliwo-
$ci rozwoju 1 rozpowszechnienia beda miaty wige systemy
potrafiace samodzielnie (automatycznie) — przy znikomym
udziale eksperta — tworzy¢ baze wiedzy na podstawie ,,su-
rowych” danych pochodzacych od maszyn. Wykorzystanie
metod sztucznej inteligencji umiejacych wydzieli¢ z analizo-
wanego zbioru danych istotne informacje semantyczne po-
zwalajace na ich znaczeniowg interpretacje, czyli petne ro-
zumienie, umozliwi prawidlowe wnioskowanie na podsta-
wie zebranych zbioréw danych. Ponadto w miar¢ zdobywa-
nia do$wiadczenia system powinien umie¢ zweryfikowac ja-
ko$¢ analizowanych danych bez pomocy eksperta. Sposrod
wielu mozliwych zastosowan powyzszych rozwiazan, np.
w przypadku przemyshu rafineryjnego (paliwowego) dzigki
zastosowaniu systemu ekspertowego mozna by minimalizo-
wac koszty zwigzane z przechowywaniem resztek, odpadow



lub niepotrzebnych czy niezbywalnych w danym momencie
potproduktow’. Taka wspomagana przez system ekspertowy
optymalizacja kosztow jest istotnym sktadnikiem w aktualnie
preferowanym bezodpadowym sposobie prowadzenia pro-
dukcji zaktadow przemystowych — zwlaszcza wowczas, gdy
nieprzemys$lane do konca posunigcia (metoda prob i biedow
na instalacjach przemystowych) moga prowadzi¢ do zakto-
cen procesOw technologicznych, a w konsekwencji do poja-
wienia si¢ strat zamiast spodziewanych zyskow.

W celu skutecznego zastosowania systemu ekspertowe-
go w rozwazanym zadaniu konieczne jest jednak zdobycie
wiedzy, w ktorg sie go wyposazy. Pozyskiwanie tej wiedzy
od ludzi, ktorzy sa ekspertami w rozwazanej dziedzinie, na-
potyka na opisane wyzej trudnosci. Dlatego koncepcja, kto-
ra sugeruje si¢ w niniejszej pracy, polega na zdobyciu po-
trzebnej wiedzy w sposob automatyczny poprzez uczaca si¢
sie¢ neuronows, a nastepnie na przeniesieniu tej wiedzy do
systemu ekspertowego.

Sieci neuronowe jako narzedzie analizy danych i pozyskiwania wiedzy

Zaleta sieci neuronowych jest ich zdolno$¢ do uczenia
sie, a w jego trakcie umieje¢tnos¢ samodzielnego zdobywa-
nia informacji i wiedzy rowniez wowczas, gdy ich potencjal-
ny uzytkownik nie wie, jak rozwigza¢ dany problem. Sieci
neuronowe wykazujg zdolnos¢ do analizy zgromadzonych
danych, potrafia klasyfikowac i rozpoznawac rdzne obiekty
w roéznych warunkach. Istnieja liczne przyktady praktycz-
nych zastosowan tego rodzaju sieci w wielu dziedzinach na-
uki do rozwiazywania ré6znorodnych probleméw, jak rowniez
liczne opisy mozliwosci obliczeniowych sieci neuronowych
przedstawione w setkach artykutow naukowych, ksigzkach,
doniesieniach konferencyjnych itd.[2, 3]. Ze wzglgdu na po-
tencjalne mozliwosci sieci neuronowych stale rosnie liczba
zainteresowanych ich uzytkowaniem.

Ponizej zaprezentowano przyktad wykorzystania sie-
ci neuronowych do analizy danych i pozyskiwania wiedzy
z danych pochodzacych z badania sktadu chemicznego ben-
zyn metodg chromatograficzng, uzupelionych o dane po-
chodzace z badan jakosciowych.

Przedstawiony system wykorzystujacy sieci neuronowe
moze prowadzi¢ analiz¢ danych na podstawie wynikow ba-
dan podstawowych parametrow charakteryzujacych jakosc
benzyny silnikowej i jej sktad chemiczny.

Parametry opisujace jako$¢ benzyny silnikowe;j (iloscio-
we' zmienne zalezne):

*  LOM — motorowa liczba oktanowa,

* LOB - badawcza liczba oktanowa,

* DVPE —pr¢znos¢ par benzyny oznaczona metoda Reida,
* E70 - procent oddestylowania benzyny do 70°C,

* E100 — procent oddestylowania benzyny do 100°C.

’Kazdy zaklad produkujgcy produkty ropopochodne posiada ogra-
niczong liczb¢ zbiornikoéw magazynowych, w ktérych mozna prze-
chowywaé potprodukty lub odpady produkcyjne, ponadto przecho-
wywanie wigze si¢ ze stratami produktow oraz z utratg ich jakosci
i kosztami zwigzanymi z przechowywaniem.

*“Tlo$ciowe w sensie terminologii dotyczacej zmiennych opisywa-
nych w programie Statistica.

Parametry opisujace jakos$¢ benzyny (ilosciowe zmien-
ne niezalezne):

» sklad chemiczny oznaczony metoda chromatografii lub
chromatogram bedacy podstawg do obliczenia sktadu che-
micznego badanych benzyn silnikowych (czas retencji
i udziat powierzchni piku w sumie powierzchni wszyst-
kich pikow obserwowanych na chromatogramie),

» zawarto$¢ zwigzkow tlenowych (alkohole i etery),

 istnieje mozliwos¢ rozszerzenia o inne dane, np. zawar-
to$¢ olefin itd.

Na postawie analizy dostarczonych do sieci danych sie¢
dokona analizy zalezno$ci wystepujacych pomigdzy dany-
mi wejSciowymi, np. sktadem chemicznym (oznaczonym
metodg chromatograficzng) benzyny silnikowej, a oczeki-
wanym parametrem charakteryzujacym jakos$¢ paliwa, np.
LOM, LOB, E70, E100 lub DVPE.

Podobng analize mozna wykona¢, pomijajac posrednictwo
cztowieka (eksperta) dokonujacego interpretacji danych za-
wartych na chromatogramie (czasy retencji, pola powierzch-
ni pikow, bledy i przesunigcia pikéw zwigzanych z wzajem-
nym natozeniem si¢ pikéw), wprowadzajac do systemu od-
powiednio przygotowane, przetworzone wedtug algorytmu
interpretujacego chromatogram dane surowe lub nieprzetwo-
rzone dane odwzorowujgce sktad chemiczny benzyny silni-
kowej, obrazowany przez chromatogram, a w szczego6lno-
$ci przez pola powierzchni pikdw i czasy retencji odpowia-
dajace ich maksimom.

Wiasnie tego rodzaju rozwiazanie przetestowano dla 200
przypadkowych benzyn, pozyskanych z r6znych stacji paliw
w Polsce, dla ktorych oznaczono: LOB, LOM, DVPE, E70,
E100 i zarejestrowano charakterystyczne dla nich chroma-
togramy bedace podstawg do okreslenia sktadu chromato-
graficznego benzyn. Rejestracje chromatogramow benzyn
silnikowych wykonywano zgodnie z normg ASTM D5134
i kazdorazowo wykorzystywano ten sam chromatograf GC
wyposazony w kolumng kapilarng firmy Petrocol o nastgpu-
jacych parametrach:

e dlugosc 100 m,
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Wykres 1. Przyktadowy zbidr danych wejsciowych dla sieci neuronowych (widok 2D)
Dane dostepne na http://bogdanhaduch.cba.pl/bhneuron1-2015.pdf

srednica wewnetrzna 0,25 mm,

grubos¢ filmu wewnetrznego 0,5 pm.

Wszystkie badania prowadzono w takich samych warun-
kach analizy:

temp. dozownika 220°C, temp. detektora 220°C,

zakres temperatur 40+200°C,

izoterma z 5 min w 40°C, przyrost temperatury 2°C/min
do 200°C.

Opisany wyzej zbior danych wejsciowych przedstawio-

no schematycznie na wykresie 1.

Na wykresie tym zaznaczono rozmieszczenie na osi cza-
su poszczegolnych pikow — ich wysoko$¢ jest proporcjonal-
na do udziatu procentowego poszczegolnych weglowodorow
w badanej probce benzyny silnikowej’. Kolejnym chroma-
togramom przydzielano ro6zne kolory, odpowiadajace kolej-
nym probkom analizowanych benzyn. Mozna tu zauwazy¢
skupienie pikéw wokot miejsc charakterystycznych dla po-
szczegoOlnych mieszanek benzynowych. Niedoktadno$¢ na-
tozenia pikow na siebie moze by¢ skutkiem btedow pomiaro-
wych, moze to by¢ rowniez spowodowane réznym sktadem
badanych benzyn. Rozna wysoko$¢ pikow wskazuje na roz-
ny udzial poszczegoélnych weglowodoréw w badanych mie-
szankach benzynowych.

Ze zbioru widm (chromatogramoéow), ktorych przykta-
dy pokazano na wykresie 1, usuni¢to uprzednio sygnaty, dla
ktorych stosunek powierzchni piku do sumy powierzchni

’Ze wzgledu na trudno$é czytelnego przedstawienia chromatogramu
zastosowano schematyczny wykres stupkowy.
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sza niz 0,1 minuty.

Kolejng operacja zmniejszajacg liczbe zmiennych’ byto
dodanie do siebie sasiadujacych zmiennych (opisanych na
wykresie 1), dla ktérych przyrost czasu retencji nie przekra-
czat 0,1 minuty.

Tak przygotowane dane poddano obrobce wstepnej (pre-
processing) przy pomocy oprogramowania firmy Statsoft do-
stepnego w pakiecie Statistica.

Najpierw wybrano zmienne wyjsciowe i wejsciowe, po
czym zbioér danych podzielono na trzy czesci, mianowicie
wydzielono z niego probki testowe 1 walidacyjne, ktorych
zadaniem bylo sprawdzenie poprawnosci dzialania wybra-
nych modeli rozwigzan, a reszte danych zaliczono do tak
zwanego zbioru uczgcego (stuzacego bezposrednio do ucze-
nia sieci). Przyjeto nastgpujace proporcje: na cze$¢ uczaca
przeznaczono 70% danych, na czgs¢ testowa 15% 1 na czes$é
walidacyjna 15%.

W kolejnym kroku wybrano (arbitralnie) typ poszukiwa-
nej sieci (w tym przypadku MLP — multi-layer perceptron
Iub RBF — radial basis functions), po czym dokonano wy-
boru struktury badanej sieci neuronowej. Przeprowadzono to

®Opisane przez tablice zawierajgce czasy retencji i odpowiadajace
im udziaty procentowe poszczegdlnych weglowodoréw wchodzacych
w sktad badanej benzyny silnikowej (stosunek powierzchni piku do
sumy powierzchni wszystkich pikoéw pomnozony przez 100%).

"Takie postepowanie z danymi spowoduje zmniejszenie doktadno-
Sci danych wejsciowych, ale wprowadzony btad bedzie bledem sys-
tematycznym, a nie przypadkowym i nie powinien zasadniczo wpty-
ngé na trafno$¢ prognoz i wtasciwosci uogodlniajace wybranych sie-
ci neuronowych.



w nastepujacy sposob: Po wezytaniu zbioru uczacego (po-
wstatego z danych doswiadczalnych po wyltaczeniu z nich
do osobnego uzycia czesci danych traktowanych jako testo-
we 1 walidacyjne) do programu Statistica dokonano analizy
tych danych przy pomocy Automatycznego projektanta sieci
neuronowych. Program ten jest zbudowany w taki sposob, ze
w trakcie analizy nastepuje automatyczne poszukiwanie naj-
lepszej sieci neuronowe;j. Zatozono, ze Automatyczny projek-
tant wygeneruje duzg liczbe sieci (1000), ktére bedg uczone
na podstawie posiadanych danych ze zbioru uczacego, a po
weryfikacji wynikoéw uczenia zachowanych zostanie jedynie
pig¢ najlepszych sieci.

W celu uniknigcia ,,przeuczenia” sieci przeprowadzono
minimalizacj¢ liczby neuronow w warstwach ukrytych i mi-
nimalizacj¢ liczby warstw ukrytych, przy zachowaniu zato-
zonej doktadnosci predykcji sieci. Struktury wybranych sie-
ci przedstawiono w tablicach 1 do 3 (w pierwszej kolumnie),
a w dalszych kolumnach zamieszczono podsumowania wy-
nikow badania zbudowanych dla przewidywania wartosci
DVPE, E100, LOB (odpowiednio). Struktura sieci zapisywa-
na byta w postaci kodu zbudowanego z czterech elementow:

typ — liczba wej$¢ — liczba neuronow ukrytych —
liczba wyj$¢

artykuty

Ze wzgledu na przyjete zatozenia element kodu ,,typ”
przyjmowatl zawsze warto§¢ MLP, a , liczba wyj$¢” zawsze
wynosita 1. Natomiast pozostate wartosci byty wynikiem
przeprowadzonej optymalizacji.

W kolejnych kolumnach tablic podano nazwe sieci (obej-
mujacg jej typ MLP lub RBF oraz strukture w uktadzie trzech
liczb oznaczajacych kolejno liczbg neuronéw wejsciowych,
liczbe neuronéw ukrytych i liczbe neuronow wyjsciowych),
jakos¢ sieci okreslong podczas uczenia, testowania i walidacji,
a takze blad popetniany przez sie¢ w tych samych okresach.

Analiza danych zawartych w tablicach 1-3 wskazuje, ze
znaleziono sieci, dla ktorych btad predykeji jest mniejszy od
btedu oznaczania poszukiwanych nieaddytywnych parame-
trow opisujacych jakos¢ paliw, i tak odpowiednio:

* dla parametru DVPE sg to sieci MLP 243-8-1, MLP 243-

24-1, MLP 243-13-1 i MLP 243-24-1, przedstawione

w tablicy 1,

* dla parametru E100 sg to sieci MLP 85-40-1 i MLP 85-

10-1, przedstawione w tablicy 2,

* dla parametru LOB s3 to sieci MLP 242-60-1, MLP 242-

75-1 1 MLP 242-59-1, przedstawione w tablicy 3.

Dla wybranych sieci przeprowadzono analizg reszt ob-
razujacych jakos$¢ predykeji zastosowanych rozwigzan.

Tablica 1. Podsumowanie aktywnych sieci dla predykcji preznosci par DVPE

MLP 243-22-1 0,998 0,993 0,993 0,107 0,517 1,175
MLP 243-8-1 0,997 0,993 0,996 0,181 0,467 0,957
MLP 243-24-1 0,996 0,995 0,996 0,255 0,320 0,887
MLP 243-13-1 0,976 0,995 0,996 1,628 0,412 0,778
MLP 243-24-1 0,995 0,996 0,996 0,342 0,230 0,760

Tablica 2. Podsumowanie aktywnych sieci dla predykcji wartosci oddestylowania E100

MLP 85-40-1 0,983 0,858 0,994 0,325 2,040 0,097
MLP 85-31-1 0,982 0,837 0,994 0,345 2,295 0,069
MLP 85-28-1 0,984 0,847 0,993 0,290 2,210 0,090
MLP 85-10-1 0,981 0,848 0,994 0,346 2,151 0,152
MLP 85-31-1 0,982 0,847 0,993 0,341 2,229 0,119

Tablica 3. Podsumowanie aktywnych sieci dla predykcji badawczej liczby oktanowej LOB

MLP 242-54-1 0,767 0,396 0,680 0,090 0,099 0,360
MLP 242-60-1 0,755 0,504 0,667 0,109 0,091 0,413
MLP 242-57-1 0,796 0,441 0,672 0,080 0,100 0,357
MLP 242-75-1 0,780 0,547 0,791 0,102 0,094 0,403
MLP 242-59-1 0,959 0,457 0,954 0,020 0,102 0,162
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Przyktadowe doktadnosci predykcji sieci zamieszczono w ta-
blicach 4-6.

Dla uzyskanych warto$ci przedstawionych w tablicach 4
do 6 obliczono rowniez:
e wartos¢ $redniego bledu bezwzglednego MAE (mean

absolute error), wedhug wzoru (1):

| &
MAE = ;;

yl'_yll') (1)

gdzie:

vy, —warto$¢ rzeczywista (wynik badan, pomiaru),

yI'— warto$¢ przewidywana (obliczona),

m — liczba prognoz warto$ci zmiennej;

e warto$¢ Sredniego bledu predykeji ex post RMSE (root
mean square error), odpowiadajacego pierwiastkowi ble-
du $redniokwadratowego, wedtug wzoru (2):

RMSE = /%Z::(yr —yf)z 2
gdzie:

vy, — warto$¢ rzeczywista (wynik badan, pomiaru),
yF— warto$¢ przewidywana (obliczona),
m — liczba prognoz wartos$ci zmienne;.

Analiza warto$ci MAE i RMSE dla danych zawartych
w tablicach 4 do 6, a przedstawionych w tablicy 7, oraz ana-
liza wartosci modutow reszt (obliczanych jako modut rdznicy
miedzy warto$cig bedaca wynikiem badan doswiadczalnych
a wartos$cig przewidywang) wskazuja, ze w przebadanym

Tablica 4. Przyktadowe doktadnosci przewidywania rozwigzan
osiggnigtych przy pomocy sieci neuronowych dla DVPE

67,0 68,36 1,36 +1,5
69,1 68,35 0,75 +1,5
67,0 68,35 1,35 +1,5
62,5 64,03 1,53 +1,5
87,0 88,35 1,35 +1,5
63,0 64,39 1,39 +1,5
59,9 61,32 1,42 +1,5
66,8 68,35 1,55 +1,5
67,8 68,36 0,56 +1,5
78,2 79,32 1,12 +1,5
62,4 61,35 1,05 +1,5
56,6 58,04 1,44 +1,5
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Tablica 5. Przyktadowe doktadnosci przewidywania rozwigzan
osiagnigtych przy pomocy sieci neuronowych dla E100

56,6 55,13 1,47 +2,1
58,1 55,90 2,20 +2,1
58,2 55,96 2,24 +2,1
62,4 60,91 1,49 +2,1
62,4 60,90 1,50 +2,1
63,6 65,71 2,11 +2,1
51,9 52,90 1,00 +2,1
574 55,40 2,00 +2,1
56,9 56,82 0,08 +2,1
62,1 59,97 2,13 +2,1
61,2 59,40 1,80 +2,1
51,5 52,95 1,45 +2,1
53,1 55,13 2,03 +2,1
472 45,09 2,11 +2,1

Tablica 6. Przyktadowe doktadnosci przewidywania rozwigzan
osiagnigtych przy pomocy sieci neuronowych dla LOB

95,7 95,95 0,25 +0,4
98,8 98,58 0,22 +0,4
95,5 95,53 0,03 +0,4
98,9 98,75 0,15 +0,4
96,4 96,84 0,44 +0,4
99,4 99,74 0,34 +0,4
95,9 95,42 0,48 +0,4
98,5 98,48 0,02 +0,4
95,1 94,96 0,14 +0,4
95,4 95,35 0,05 +0,4
96,5 96,48 0,02 +0,4
98.8 98,94 0,14 +0,4
96,8 96,95 0,15 +0,4
95,2 95,09 0,11 +0,4

zakresie dla wszystkich przewidywanych wiasciwosci ben-
zyn silnikowych z zawartoscig EETB i/lub etanolu (E100,
DVPE, LOB) zastosowanie rozwigzan uzywajacych sie-
ci neuronowych daje zadowalajace wyniki dla tych sieci,
w ktorych na wejscia podawane sg jako zmienne niezalez-
ne wartosci intensywnosci pikow chromatogramoéw benzyn



Tablica 7. Roznica migdzy warto$cig zbadang a obliczona
dla wynikow obliczen wlasciwosci przebadanych benzyn
silnikowych z etanolem i/lub EETB

silnikowych otrzymanych zgodnie z normag ASTM D5134,
bedace podstawa do oznaczenia sktadu chromatograficzne-
go badanych benzyn silnikowych.

Paran}euy’(fharakter}f_zujqce IAE100| | |JADVPE]| | |ALOB ‘ Uzyskane modele dc?b?ze .przewidl.qu poszuki'wan'e wia-
Jakos¢ predykeji Sciwosci benzyn, a wyniki mieszczg si¢ w zakresie niepew-
max |odchylenie| 2,24 1,55 0,48 no$ci znormalizowanych metod badawczych stosowanych

MAE 1,69 0,11 0,18 przy oznaczaniu tych wlasciwosci.
RMSE 1,78 1,28 0,23
RMSE — MAE 0,09 1,17 0,05
Whioski

W celu sprawdzenia hipotezy o mozliwosci wykorzy-
stania sieci neuronowych do analizy danych i znajdowania
w nich wiedzy przydatnej potem mi¢dzy innymi przy budo-
wie systemow ekspertowych poddano badaniom 200 probek
przypadkowych mieszanek benzyny silnikowej pochodza-
cych z rynku paliw. Nie wykonywano zadnej interpretacji
wstepnej chromatograméw. Przygotowanie wstepne danych
wejsciowych przeprowadzono przy uzyciu prostych dzia-
tan (dyskryminacja i sumowanie) niewymagajacych doce-
lowo wiedzy 1 ingerencji eksperta. W wyniku wykonanych
dziatan i uczenia sieci powstata struktura mogaca samo-
dzielnie przetwarza¢ wskazane dane, zdolna do interpreto-
wania zalezno$ci pomigdzy sktadem chromatograficznym

Prosimy cytowac jako: Nafta-Gaz 2015, nr 10, s. 776-785

a wielkos$ciami opisujgcymi nieaddytywne parametry ja-
kosciowe benzyny silnikowej (LOB, DVPE, E100). War-
to podkresli¢, ze w rozwazanych badaniach postugiwano
si¢ niezinterpretowanym przez eksperta chromatogramem,
co pozwala na stosowanie stworzonego systemu do danych
zbieranych przez osoby niemajace wilasnej wiedzy na te-
mat chromatografii, a to poszerza krag potencjalnych uzyt-
kownikow systemu. Autorzy sadzg wiec, ze opisane rozwig-
zanie, po odpowiedniej rozbudowie 1 dostosowaniu, moze
by¢ elementem sktadowym systemu kognitywnej analizy
i interpretacji danych dotyczacych wilasciwosci benzyn.
Otrzymane wyniki sa bowiem zachecajace 1 warte prowa-
dzenia dalszych badan.

Artykut nadestano do Redakcji 14.01.2015 r. Zatwierdzono do druku 10.09.2015 1.

Artykutl powstat w wyniku badan prowadzonych w ramach projektow nr DS-051/2013 pt. Zastosowanie sieci neuronowych w ba-

daniach nad stworzeniem komputerowego modelu nieliniowych wlasciwosci benzyn silnikowych zawierajqcych bioetanol i eter

etylowo-tert butylowy oraz DS-062/2014 pt. Zastosowanie sieci neuronowych w badaniach nad stworzeniem komputerowego mo-

delu nieliniowych wiasciwosci benzyn silnikowych zawierajgcych komponenty tlenowe — praca INiG — PIB na zalecenie MNiSW.
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