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Zastosowanie półautomatycznego algorytmu doboru 
optymalnej liczby i położenia odwiertów wydobywczych
Artykuł poświęcono zastosowaniu tzw. algorytmu nietoperza do rozwiązania problemu określenia optymalnej liczby i położe-
nia odwiertów wydobywczych. W procesie optymalizacji jako funkcję celu wykorzystano bieżącą wartość netto (ang. net pre-
sent value – NPV). Testy zbudowanego algorytmu przeprowadzono na przykładzie modelu symulacyjnego złoża PUNQ-S3, 
dostępnego na zasadach open source. Zastosowany algorytm został wyposażony w dodatkowe mechanizmy zwiększające 
jego efektywność: mechanizm próbkowania sześcianu łacińskiego (ang. Latin hypercube sampling – LHS) oraz mechanizm 
eliminowania położeń odwiertów poza modelem. Przeprowadzone testy wskazują na bardzo dobrą zbieżność zbudowanego 
algorytmu w procesie optymalizacji.

Słowa kluczowe: optymalizacja, algorytm nietoperza, położenie odwiertów, NPV, eksploatacja, algorytmy rojowe.

Semi-Automatic Algorithm for Optimal Production Well Placement
The article is devoted to the application of the so-called bat algorithm to solve the problem of determining the optimum number 
and location of production wells. This algorithm was proposed by Yang in 2010, and since then has been successfully used in 
solving both theoretical and practical optimization problems. The method belongs to a group of swarm optimization methods 
and in searching for the best solution, the algorithm uses a mechanism of echolocation, similar to the one used by a herd of 
bats. The current net present value (NPV) was used as a target function in the optimization process. The algorithm was tested 
on the example of the simulation model of the PUNQ-S3 reservoir available on an OpenSource basis. The applied algorithm 
was equipped with additional mechanisms increasing its effectiveness: Latin Hypercube Sampling (LHS) algorithm and the 
mechanism eliminating the locations of wells outside the operational area of the model. The first of the applied improvements 
ensures a better starting point for the proper optimization process, which significantly improves the convergence of the whole 
algorithm. The latter mechanism solves a problem specific to the issue in question.

Key words: optimization, bat algorithm, location of wells, NPV, exploitation, swarm algorithms.

Efektywność eksploatacji złoża węglowodorowego zale-
ży istotnie od wielu czynników, takich jak: liczba i rodzaj od-
wiertów, ich lokalizacja, limity eksploatacyjne oraz parametry 
ekonomiczne. Złożony problem optymalnej eksploatacji złoża 
jest dodatkowo komplikowany poprzez nieliniowy wpływ nie-
znanych lub słabo rozpoznanych wielkości charakteryzują-
cych złoże. Istotnym problemem wydaje się zatem zautoma-
tyzowanie procesu określania parametrów mających najwięk-
szy wpływ na efektywność eksploatacji złoża.

Przedstawiony problem jest tematem wielu opracowań 
i publikacji. W szczególności w literaturze spotyka się róż-
ne podejścia do rozwiązania zagadnienia optymalnego roz-
mieszczenia odwiertów wydobywczych i optymalizacji wy-
dobycia, takie jak:

•	 sztuczne sieci neuronowe w połączeniu z algorytmem ge-
netycznym [25],

•	 hybrydowe algorytmy genetyczne [9],
•	 metody półanalityczne uwzględniające niejednorodność 

i anizotropię złoża [10],
•	 gradientowe metody optymalizacji [26],
•	 optymalizacja rojem cząstek [12, 19],
•	 optymalizacja retrospektywna i próbkowanie klastrowe [22],
•	 strategie ewolucyjne [4].

Wśród strategii ewolucyjnych najczęściej wykorzystywa-
ne są algorytmy genetyczne [1, 5, 7, 8, 11, 14, 18, 20] oraz 
optymalizacja rojem cząstek [12, 19, 21]. Jedną z najbardziej 
efektywnych metaheurystyk należących do grupy algorytmów 
rojowych jest tzw. algorytm nietoperza (ang. bat algorithm) 
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zaproponowany przez Yanga [23, 24]). Znalazł on zastosowa-
nie przy rozwiązywaniu szeregu problemów z dziedziny opty-
malizacji [2, 13, 15–16].

Tematem prezentowanej pracy jest próba wykorzystania 
automatycznego algorytmu doboru liczby i lokalizacji odwier-
tów wydobywczych opartego na algorytmie nietoperza w celu 
optymalizacji wydobycia ropy naftowej w zadanym czasie 
eksploatacji. Jako miarę efektywności eksploatacji przyjęto 
wartość NPV (wartość bieżąca netto, ang. net present value) 
opartą na analizie zdyskontowanych przepływów pieniężnych 
przy zadanej stopie zwrotu.

Zakres pracy obejmuje:
•	 wybór metody rozwiązania dla sformułowanego problemu,
•	 zbudowanie efektywnego algorytmu realizującego pro-

ces optymalizacji,
•	 implementację numeryczną stworzonego algorytmu,
•	 przeprowadzenie symulacji działania algorytmu w celu 

znalezienia optymalnego położenia i liczby odwiertów 
produkcyjnych dla złoża testowego.
Tak sformułowany problem jest przykładem optymaliza-

cji globalnej w przestrzeni dozwolonych położeń odwiertów 
produkcyjnych.

Sformułowanie problemu

Cel pracy zrealizowano na przykładzie następującego pro-
blemu optymalizacyjnego: Poszukujemy takich lokalizacji oraz 
wydajności odwiertów wydobywczych, aby wartość bieżąca 
netto (NPV) była jak największa dla zmiennej liczby odwier-
tów i dla zadanego czasu eksploatacji.

Optymalizację prowadzono dla trójfazowego (ropa, woda, 
gaz) modelu złoża PUNQ-S3 [3, 6]. Model symulacyjny złoża 
PUNQ-S3 został udostępniony przez firmę Elf dla celów te-
stowych i jest dostępny na zasadach open source. Składa się 
on z 2660 bloków (siatka bloków 19 × 28 × 5), z czego 1761 
bloków jest aktywnych. Opisywany niejednorodny model sy-
mulacyjny charakteryzuje się następującymi własnościami 
petrofizycznymi: (1) średnia porowatość: 14,3%, (2) śred-
nia przepuszczalność pozioma: 278,8 mD, (3) średnia prze-
puszczalność pionowa: 130,6 mD. W modelu uwzględnio-
no uskok oraz dwa aktywne akifery typu Cartera-Tracy’ego.  
Proces optymalizacji prowadzono dla sumarycznego wydo-
bycia ropy naftowej przy eksploatacji złoża zmienną liczbą 
odwiertów eksploatacyjnych. W aplikacji wykorzystano sy-
mulator złożowy Black Oil Eclipse 100 firmy Schlumber-
ger. Na rysunku 1 przedstawiono widok 3D wykorzystane-

go w pracy modelu złożowego dla rzeczywistego rozmiesz-
czenia odwiertów.

Rys. 1. Złoże PUNQ-S3. Widok 3D

Schemat działania algorytmu optymalizacyjnego

W celu rozwiązania postawionego problemu optymaliza-
cyjnego zaimplementowano program numeryczny realizują-
cy algorytm nietoperza (ang. bat algorithm).
Poniżej przedstawiono szczegóły przyjętego rozwiązania:

1.	Wczytanie parametrów pracy programu (parametry steru-
jące, parametry metody optymalizacyjnej, optymalizacyj-
ne parametry modelu, ich zakresy zmienności oraz defini-
cje wielkości kontrolnych).

2.	Inicjalizacja parametrów sterujących algorytmu:
N	 – liczebność roju rozwiązań,
fmin	– minimalna wartość częstotliwości,
fmax	– maksymalna wartość częstotliwości,

rmin	 – minimalna wartość częstości emisji impulsów,
rmax	 – maksymalna wartość częstości emisji impulsów,
Li(0)	– głośność początkowa dla każdego elementu roju 

rozwiązań,
α	 – współczynnik redukujący głośność,
β	 – współczynnik zwiększający częstość emisji im-

pulsów.
3.	Wylosowanie roju rozwiązań (grupy modeli) dla róż-

nych kombinacji wartości parametrów optymalizacyj-
nych modelu. Wartości parametrów są wyznaczane me-
todą próbkowania hipersześcianu łacińskiego w zadanych 
zakresach zmienności. Przyjęto zasadę, że na tym etapie  
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algorytm operuje na podwojonej liczebności roju rozwią-
zań. Jeżeli np. przyjmiemy, że podstawowy rój rozwiązań 
liczy N = 10 osobników, to na tym etapie algorytm prze-
twarza 2N = 20 rozwiązań.

4.	Wyznaczenie wartości funkcji celu dla każdego z modeli 
roju. Zastosowano funkcję celu w postaci NPV:

 
	

(1)

gdzie:
T	 – liczba lat eksploatacji,
Qoi	– sumaryczne wydobycie ropy w i-tym roku eksplo-

atacji,
Po	 – cena 1 m3 ropy naftowej,
Qwi	– sumaryczne wydobycie wody w i-tym roku eksplo-

atacji,
Pw	 – koszt utylizacji 1 m3 wody złożowej,
OPEX, CAPEX – odpowiednio nakłady operacyjne i in-

westycyjne,
D	 –	stopa dyskontowa.

5.	Wybór N najlepszych (o najniższej wartości NPV) rozwią-
zań, stanowiących początkowy rój rozwiązań dla głównej 
pętli optymalizacyjnej.

6.	Inicjalizacja głównej pętli optymalizacyjnej.
7.	Częstotliwości, prędkości oraz rozwiązania są modyfiko-

wane zgodnie z poniższymi formułami optymalizacji glo-
balnej:

fi = fmin +( fmin – fmax) ∙ rnd(0,1)	

vi
t = vi

t–1 + (xi
t–1 – x*) fi	 (2)

xi
t = xi

t–1 + vi
t
	

gdzie:
fmin, fmax – odpowiednio minimalna i maksymalna wartość 

częstotliwości,
rnd (0,1) – liczba losowa z zakresu (0, 1),
vi

t	 – prędkość rozwiązania dla czasu t,
xi

t	– rozwiązanie dla czasu t,
x*	– najlepsze rozwiązanie na danym etapie optymalizacji.

8.	Uruchomienie procedury optymalizacji lokalnej.
Jeżeli zachodzi warunek:

rnd(0,1) < r(i)	 (3)

rozwiązanie otrzymane w punkcie (7) jest wyznaczane 
zgodnie z następującą formułą:

xi
t = x* + rnd(–eps, eps) ∙ Lmean	 (4)

gdzie:
eps	 – zadany arbitralnie promień otoczenia,
Lmean – średnia głośność.

9.	Wyznaczenie wartości funkcji celu dla i-tego rozwiąza-
nia, fi

t.
10.	Aktualizacja i-tego rozwiązania.

Jeżeli zachodzą warunki:

rnd(0,1) < L(i) i  fi
t < fi

t–1	 (5)

następuje aktualizacja rozwiązania.
11.	 Aktualizacja najlepszego rozwiązania.

Jeżeli zachodzi warunek:

fi
t < f*	 (6)

aktualizowane są wartości L(i), r(i), f*, x* zgodnie z po-
niższymi formułami:

L(i) = αL(i)	

r(i) = rmin + (rmin – rmax) ∙ (1 – e–β ∙ t)	 (7)

f* = fi
t
	

x* = xi
t	

12.	Punkty 7–11 są wykonywane dla każdego elementu roju 
rozwiązań.

13.	Sprawdzenie warunku zakończenia optymalizacji. Jeże-
li warunek zakończenia optymalizacji nie został spełnio-
ny – powrót do punktu 6.

Przedstawiona procedura jest wykonywana do momentu 
osiągnięcia warunku zakończenia obliczeń, np. osiągnięcia okre-
ślonej liczby wykonanych symulacji (wywołań funkcji celu).

Algorytm został zbudowany w taki sposób, aby wyelimino-
wać konieczność udziału użytkownika w czasie procesu opty-
malizacji. W związku z tym program został wyposażony w mo-
duły analizy, kopiowania, przenoszenia i modyfikowania plików 
wsadowych zawierających dane oraz wyniki symulacji. Po wy-
konaniu niezbędnych operacji program uruchamia symulator zło-
żowy, a po zakończeniu symulacji analizuje uzyskane wyniki.

Reprezentacja zmiennych optymalizacyjnych  
w programie numerycznym

Zmiennymi optymalizacyjnymi dla przedstawionego pro-
blemu są: liczba odwiertów, położenie każdego z odwiertów, 
udostępnienie odwiertu oraz zadana wydajność wydobycia. Dla 
każdego odwiertu mamy więc 5 zmiennych optymalizacyjnych:
•	 położenie definiowane przez numery bloków modelu: X, Y 

(liczby całkowite),
•	 udostępnienie odwiertu definiowane przez numery warstw 

modelu: Z1 i Z2 (liczby całkowite),
•	 wydajność wydobycia.

Zgodnie z przyjętymi powyżej założeniami dla 6 odwier-
tów eksploatacyjnych otrzymujemy 30 zmiennych optymaliza-
cyjnych, z których 24 są kodowane liczbami całkowitymi, a 6 
liczbami rzeczywistymi. Dla każdej ze zmiennych określono jej  
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minimalną i maksymalną wartość dozwoloną. Współrzędne 
odwiertów oraz udostępnienie są ograniczone przez rozmia-
ry modelu, natomiast początkowa wydajność wydobycia na-
leży do przedziału 50–500 m3/dobę.

Próbkowanie sześcianu łacińskiego
W procesie inicjalizacji roju rozwiązań (pkt 3 algorytmu) 

zastosowano metodę próbkowania sześcianu łacińskiego, na-
leżącą do grupy technik projektowania eksperymentu i będą-
cą jedną z najbardziej efektywnych metod generowania pró-
bek losowych na podstawie funkcji gęstości prawdopodobień-
stwa. Idea metody sprowadza się do podziału przestrzeni loso-
wej na rozdzielne podobszary poprzez podział zakresów zmien-
ności każdej składowej w N-wymiarowej przestrzeni zmien-
nych na określoną liczbę podprzedziałów. Następnie genero-
wana jest określona liczba próbek w taki sposób, że z każdego 
podobszaru otrzymujemy jedną próbkę zbudowaną na zasadzie 
kombinatoryki pomiędzy wszystkimi wymiarami w przestrze-
ni rozwiązań. Na rysunku 2 przedstawiono zasadę generowa-
nia próbek dla metody próbkowania hipersześcianu łacińskie-
go w przypadku dwuwymiarowym. Próbki w danym podobsza-
rze przestrzeni losowej są wybierane za pomocą odwrotności 
dystrybuanty rozkładu prawdopodobieństwa pojedynczej skła-

dowej wektora zmiennej losowej, przy czym dla każdej skła-
dowej można zastosować inny rozkład prawdopodobieństwa.

Inicjalizacja populacji początkowej
Inicjalizacja algorytmu wymaga wygenerowania populacji 

początkowej dla roju rozwiązań. W zbudowanym algorytmie 
zastosowano technikę polegającą na wygenerowaniu dwukrot-
nie większej liczby rozwiązań niż założona liczebność roju. 
Po wyznaczeniu dopasowania dla elementów powiększone-
go roju rozwiązań wybierano N = 10 najlepszych rozwiązań 
stanowiących populację początkową. Mechanizm ten realizu-
je wstępne przeszukiwanie przestrzeni rozwiązań i w istotny 
sposób poprawia zbieżność algorytmu optymalizacyjnego po-
przez poprawienie warunków początkowych.

Rys. 2. Zasada 
generowania próbek 
metodą próbkowania 

hipersześcianu łacińskiego 
w przypadku przestrzeni 

dwuwymiarowej

Problem bloków nieaktywnych

W algorytmie zaimplementowano mechanizm eliminujący 
takie położenia odwiertów, dla których odwiert jest udostęp-
niony w nieaktywnych blokach modelu. Mechanizm polega 

na stopniowym przemieszczaniu odwiertów udostępnionych 
w blokach nieaktywnych w kierunku środka modelu do momen-
tu osiągnięcia pełnego udostępnienia w 5 warstwach modelu.

Dobór parametrów sterujących algorytmu
Jakkolwiek algorytm nietoperza charakteryzuje się dobrą 

zbieżnością, to jednak w porównaniu z innymi heurystyka-
mi optymalizacyjnymi wymaga określenia stosunkowo du-
żej liczby parametrów sterujących. W pracy przyjęto przed-
stawione poniżej wartości:

N = 10 – liczebność roju rozwiązań,
fmin = 0,0 – minimalna wartość częstotliwości,
fmax = 1,0 – maksymalna wartość częstotliwości,
rmin = 0,0 – minimalna wartość częstości emisji impulsów,
rmax = 0,9 – maksymalna wartość częstości emisji impulsów,
Li(0) = 0,9 – głośność początkowa,
α = 0,95 – czynnik redukujący głośność,
β = 0,9 – czynnik redukujący częstości emisji impulsów.
Zbudowany algorytm ewolucyjny zaimplementowano 

w kompilatorze Parallel Studio XE 2011 firmy Intel. Przy 
wyznaczaniu wartości funkcji przystosowania użyto symula-
tora złożowego ECLIPSE 100 firmy Schlumberger.

Optymalizacja liczby i położenia odwiertów wydobywczych

Dla każdego z przedstawionych poniżej przykładów opty-
malizacji przyjęto:
•	 maksymalną liczbę symulacji: 150,
•	 liczbę osobników w populacji początkowej: 20,
•	 liczbę osobników w kolejnych populacjach: 10.
Przyjęto ponadto:
Po = 629 $ (cena 1 m3 ropy naftowej),
Pw = 31 $ (koszt utylizacji 1 m3 wody złożowej),
OPEX = 833,3 tys. $ (roczny nakład operacyjny/odwiert),
CAPEX = 11,7 mln $ (nakład inwestycyjny/odwiert),
D = 0,1 (stopa dyskontowa).

Dobór optymalnej liczby odwiertów wydobywczych
W celu wyznaczenia optymalnej liczby odwiertów eks-

ploatacyjnych wykonywano dwudziestoletnie prognozy wy-
dobycia, maksymalizując w procesie optymalizacji wartość 
NPV. Prognozy były prowadzone dla zmiennej liczby odwier-
tów, 5–9, po 10 powtórzeń procesu optymalizacji dla każdej  
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liczby odwiertów. W prognozach przyjęto sterowanie wydaj-
nością wydobycia odwiertów z limitem wykładnika gazowe-
go GORmax = 250 oraz minimalnym ciśnieniem na spodzie 
odwiertu BHPmin = 150 barów. Sumaryczne wydobycie ropy 
i wody złożowej oraz wartość NPV dla przeprowadzonych te-
stów przedstawiono w tablicy 1.

W wyniku przeprowadzonych testów stwierdzono, że dla 
przyjętych limitów eksploatacyjnych maksymalny zysk dla 
dwudziestoletniej eksploatacji uzyskujemy przy eksploata-
cji złoża 8 odwiertami. Zmienność sumarycznego wydoby-
cia ropy i wody złożowej oraz wartości bieżącej netto – NPV 
w funkcji liczby odwiertów przedstawiono odpowiednio na 
rysunkach 3 i 4. Lokalizacja odwiertów eksploatacyjnych dla 
wariantu optymalnego została przedstawiona na rysunku 5. 
Rysunek 6 prezentuje sumaryczne wydobycie ropy – FOPT, 
wydajność wydobycia ropy – FOPR i sumaryczne wydoby-
cie wody złożowej – FWPT, w wariancie optymalnym, na-
tomiast na rysunkach 7 i 8 przedstawiono wydajności wy-
dobycia i ciśnienia na spodzie odwiertów w tym wariancie. 
Rysunki 9–12 prezentują lokalizację odwiertów w pozosta-
łych wariantach.

W każdym z analizowanych wariantów (liczba odwier-
tów wydobywczych 5–9, rysunki 5, 9–12) algorytm roz-
mieszczał odwierty w pobliżu kontaktu ropa–gaz, eliminu-

jąc lokalizacje mające negatywny 
wpływ na wydobycie, tzn. kon-
takt ropa–woda oraz krawędź mo-
delu. W każdym z wariantów od-
wierty bardzo szybko osiągają li-
mit ciśnienia dennego, przy czym 
w wariancie optymalnym następu-
je to maksymalnie do 4. roku eks-
ploatacji. Wydajności początko-
we w tym wariancie wynoszą dla 
poszczególnych odwiertów: W1 
(420 m3/‌dobę), W2 (360 m3/‌dobę), 

W3 (490 m3/‌dobę), W4 (130 m3/dobę), W5 (310 m3/dobę), W6 
(340 m3/dobę), W7 (290 m3/dobę), W8 (410 m3/dobę). Odwier-
ty stosunkowo szybko redukują wydajności ze względu na li-
mit ciśnienia dennego i przez większą część czasu eksploatacji 
wydobywają z wydajnościami od 50m3/dobę do 150 m3/dobę.

Jakkolwiek optymalnym rozwiązaniem ze względu na przy-
jęte kryterium okazał się wariant z 8 odwiertami wydobyw-
czymi (zdyskontowany zysk netto po 20 latach – 1,83 mld $), 
to jednak w tym wariancie odwiert W2 (rysunki 5 i 7) bardzo 
szybko redukuje wydajność wydobycia praktycznie do zera, co 
jest spowodowane jego lokalizacją pomiędzy dwoma odwier-
tami: W1 i W5. Najwyższą średnią wydajnością w wariancie 
optymalnym charakteryzuje się odwiert W3, położony w pew-
nej odległości od pozostałych odwiertów. Biorąc pod uwa-
gę niskie wydajności odwiertu W2 oraz pamiętając o tym, że 
przedstawione wyniki mają charakter statystyczny (przy każ-
dym uruchomieniu algorytmu optymalizacyjnego otrzymuje-
my „trochę” inne wyniki), można podejrzewać, że możliwe 
jest uzyskanie lepszego rozwiązania dla mniejszej liczby od-
wiertów. Jeżeli zauważymy ponadto, że maksymalny przyrost 
zysku (rysunek 4) otrzymujemy, zwiększając liczbę odwier-
tów z 5 do 6, można przypuszczać, że rzeczywista optymal-
na liczba odwiertów to 6, 7 lub 8. Złoże PUNQ-S3 jest w rze-
czywistości eksploatowane 6 odwiertami wydobywczymi.

Tablica 1. Sumaryczne wydobycie ropy, wody złożowej oraz wartość bieżąca netto  
dla różnych liczb odwiertów wydobywczych

Liczba 
odwiertów 

produkcyjnych

Sumaryczne wydobycie 
ropy, FOPT

Sumaryczne wydobycie 
wody złożowej, FWPT 

Wartość bieżąca 
netto, NPV Zmiana

[mln m3] [mln m3] [mld $] [mld $]

5 4,34 1,23 1,27 –
6 4,98 2,08 1,62 0,35
7 5,20 2,61 1,70 0,08
8 5,59 3,67 1,83 0,13
9 5,23 2,87 1,69 −0,14

Rys. 3. Sumaryczne wydobycie ropy – FOPT i wody złożowej 
– FWPT w funkcji liczby odwiertów wydobywczych

Rys. 4. Wartość bieżąca netto – NPV w funkcji liczby 
odwiertów eksploatacyjnych
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Rys. 5. Lokalizacja odwiertów w wariancie optymalnym

Rys. 6. Sumaryczne wydobycie ropy – FOPT i wody 
złożowej – FWPT oraz wydajność wydobycia ropy – FOPR 

w wariancie optymalnynym

Rys. 7. Wydajności wydobycia – WOPR odwiertów  
w wariancie optymalnym

Rys. 8. Ciśnienia na spodzie odwiertów – WBHP  
w wariancie optymalnym

Rys. 9. Optymalna lokalizacja odwiertów –  
5 odwiertów wydobywczych

Rys. 10. Optymalna lokalizacja odwiertów –  
6 odwiertów wydobywczych
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Celem pracy była próba zastosowania automatycznego al-
gorytmu doboru liczby i lokalizacji odwiertów wydobywczych 
w celu optymalizacji wydobycia ropy naftowej w zadanym 
okresie eksploatacji. Zakres pracy obejmował:
•	 wybór metody optymalizacji dla potrzeb postawionego 

problemu optymalizacyjnego,
•	 zbudowanie efektywnego algorytmu genetycznego reali-

zującego proces optymalizacji,
•	 implementację numeryczną stworzonego algorytmu,
•	 przeprowadzenie symulacji działania algorytmu w celu zna-

lezienia optymalnej liczby i lokalizacji odwiertów wydo-
bywczych dla wybranego złoża testowego.
W wyniku wykonanych symulacji potwierdzono możliwość 

zastosowania wybranej heurystyki do optymalizacji liczby i loka-
lizacji odwiertów przy założonych warunkach ograniczających.

Przeprowadzone analizy symulacyjne pozwalają sformu-
łować następujące wnioski i uwagi:
1.	 Zastosowana metoda okazała się efektywna dla rozwią-

zania postawionego problemu optymalizacyjnego. Wyko-
nane testy wykazały zadowalającą zbieżność zbudowane-
go algorytmu dla różnej liczby odwiertów wydobywczych 
oraz dostateczną powtarzalność wyników.

2.	 W każdym z analizowanych wariantów (liczba odwier-
tów wydobywczych: 5–9) algorytm rozmieszczał odwierty 
w pobliżu kontaktu ropa–gaz, skutecznie eliminując loka-
lizacje mające negatywny wpływ na wydobycie, tzn. kon-
takt ropa–woda oraz brzeg modelu symulacyjnego.

3.	 Lokalizacja otrzymana dla sześciu odwiertów wykazuje 
istotne podobieństwo do rzeczywistej lokalizacji odwier-
tów złoża testowego (rysunki 10 i 13).

Podsumowanie i wnioski

Rys. 11. Optymalna lokalizacja odwiertów –  
7 odwiertów wydobywczych

Rys. 13. Rzeczywista lokalizacja odwiertów  
na złożu testowym – PUNQ-S3

Rys. 12. Optymalna lokalizacja odwiertów –  
9 odwiertów wydobywczych
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